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4.2. Gráfica de exactitud de la red AlexNet . . . . . . . . . . . . . 45
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4.31. Gráfica de pérdidas VGG16 . . . . . . . . . . . . . . . . . . . 65

4.32. Matriz de confusión VGG16 . . . . . . . . . . . . . . . . . . . 65

4.33. Clasificación 1 VGG16 . . . . . . . . . . . . . . . . . . . . . . 67

4.34. Clasificación 2 VGG16 . . . . . . . . . . . . . . . . . . . . . . 67

viii
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Resumen

El presente proyecto de tesis está basado en el área de la conducción de

veh́ıculos autónomos, que hoy en d́ıa es un tema de gran auge en la auto-

matización de los medios de transporte y seguridad vial. Este tema tiene

muchas sub-ramas, la que se tratará en este proyecto será en la detección de

objetos, mediante una red neuronal convolucional entrenada para 11 clases,

pertenecientes a diversos objetos que se encuentran en los ambientes urba-

nos. En la adquisición de datos se obtuvieron de ambientes reales, en los que

se utilizó una máscara basada en regiones para limpiar la imagen de objetos

que no pertenecieran a las 11 categoŕıas, esto se hizo con la finalidad de

tener un conjunto de datos preciso respecto al objeto de interés. Se toma-

ron en cuenta 6 diferentes redes neuronales convolucionales para entrenarlas

con el conjunto de datos, el entrenamiento se tomó un 80% del conjunto de

datos y para la validación el 20% restante. En el rendimiento de las redes

neuronales convolucionales se mencionarán las tres redes con mejores resul-

tados, en primera posición esta AlexNet, esta red fue capaz de obtener la

distinción de las 11 clases en diferentes imágenes con un bajo porcentaje

de confusión. La VGG19, la cual al igual que la red anterior, logró detectar

las 11 categoŕıas, pero con la diferencia de un porcentaje mayor de unida-

des para confundir la predicción final. Por último, la tercera red con mejor

rendimiento fue la VGG16, la cual logró predecir 7 clases de las 11 que se

tienen como predeterminadas con un 80% de predicción por cada clase.

xii



Caṕıtulo 1

Introducción

La conducción autónoma ha evolucionado en los últimos años, durante

el desarrollo de un sistema de dispositivos de muestreo, simultáneamente se

ha desarrollado una mejora en la tecnoloǵıa, logrando compaginar la innova-

ción en la industria automotriz para conducción autónoma. Dentro de esta

parte se han realizado investigaciones referentes a diversas condiciones para

el veh́ıculo autómata en las que afrontará, para salvaguardar la seguridad

de los usuarios, a la vez se realizaban investigaciones para la reducción de

contaminantes emitidos por los veh́ıculos. Hoy en d́ıa existen normas, legis-

laciones y reglamentos para la implementación de estos sistemas, además se

estipularon diferentes niveles de conducción autónoma conformados por la

Society of Automotive Engineers (SAE)[1], en los cuales se indican a conti-

nuación:

Nivel 0. La conducción no tiene nada automatizado

Nivel 1. Asistencia del conductor

Nivel 2. Automatización parcial

Nivel 3. Automatización de conducción condicional

Nivel 4. Automatización de conducción alta

Nivel 5. Automatización de conducción completa

1



1.1 Antecedentes

Las ventajas de los veh́ıculos de conducción autónoma en ambientes exte-

riores han mejorado la seguridad vial, reducción de tráfico y optimización

de tiempos. Por otra parte, las desventajas de la conducción autónoma han

elevado los costos de producción, problemas con desarrollo de algoritmos

eficientes, ciberseguridad.

Vinculado a los niveles de conducción autónoma, los sensores de visión son

esenciales para el veh́ıculo y la adquisición de imágenes del entorno con el

que está interactuando, la información adquirida de los sensores de visión

se utiliza para diferentes aplicaciones como el seguimiento de objetos y la

detección de objetos, este último es el que se discutirá más a fondo al res-

pecto.

La detección de objetos es una de muchas aplicaciones en las que se puede

utilizar los sensores de visión, implementando en sistemas de conducción

autónoma. Principalmente, se propone un clasificador desarrollado para de-

tectar los objetos con que interactúa un veh́ıculo, a través de un modelo

entrenado que contiene las caracteŕısticas necesarias para analizar y detec-

tar cada objeto sobre el que se ha validado el modelo.

El clasificador funciona a través de una red neuronal convolucional (RNC)

encargada de analizar los datos del conjunto mediante la validación y las

pruebas, de modo que cuando se entrena el modelo se obtengan resultados

precisos al procesar los datos y obtener una predicción de los objetos. Las

RNC responsables de efectuar el procesamiento de imágenes se crearon a

través de diferentes arquitecturas, dedicadas a la extracción de caracteŕısti-

cas de la imagen.

1.1. Antecedentes

El procesamiento tradicional de imágenes, comparado con el Aprendizaje

Profundo (AP), para la detección de objetos, su principal diferencia es que

el AP aprende de las caracteŕısticas extráıdas y el procesamiento tradicional

2



1.1 Antecedentes

de imágenes procesa las caracteŕısticas. Aunque el AP necesita un poder

de cómputo mayor a del procesamiento tradicional de imágenes, genera una

desventaja en los clasificadores y las redes neuronales pueden procesar un

conjunto de datos bastante amplio [2].

La comparativa entre diferentes algoritmos de clasificación para RNC dio

como resultado que GoogleNet es una de las arquitecturas adecuadas para

este tipo de aplicaciones, seguida por la red VGGNet y Clarifai, también la

comparación de las redes neuronales para el ángulo de rotación en caminos,

demuestra que GoogleNet, es una de las redes con un muestreo balanceado

en el cambio de carril mediante sus sensores de visión [3].

La detección de objetos mediante sensores de visión es un tema con el que

se debe tener cuidado, ya que es necesario tener un algoritmo lo bastante

entrenado para la detección de estos. Puesto que mediante lo adquirido se

podŕıa realizar la visualización por medio de datos de nube de puntos dis-

persos para detectar la localización de forma precisa y rápida del objeto.

Para lograr esto se depende del modelo convolucional con el que se trabaje

y el sensor de visión para la adquisición de estos datos [4].

La región de interés es un punto que se debe tener muy presente cuando

se plantea el trabajar en un objeto en espećıfico, ya que se unifica con RNC

y la detección de objetos con la cual se planea trabajar en tiempo real para

detectar el objeto [5].

Existe un método para detectar objetos 3D que combina dos herramien-

tas, la primera utilizada es el sensor LiDAR para medir la profundidad de

la imagen mostrando el ojo de pájaro y los puntos en la nube usando la

imagen del conjunto de datos (dataset) proporcionada por KITTY; Para la

detección de objetos se utilizó CrossFusion a través de imágenes RGB para

extraer caracteŕısticas de la imagen, logrando la combinación de estas dos

herramientas desarrolladas, creando mapas y detectando objetos 3D [6].

Entre los muchos métodos que existen para la detección de objetos, la cla-

sificación de regiones intenta recorrer los polos de la imagen para confirmar

3



1.2 Objetivos

que no hay caracteŕısticas en estas partes de interés, y cuando esta parte

se elimina, pasa al análisis de partes faltantes para descubrir y extraer ca-

racteŕısticas de los objetos de interés, también hay optimización de regiones

como una forma de realizar análisis. El procesamiento de la información den-

tro del proceso de imagen a través de operaciones de color, borde y superṕıxel

que conducen a la localización del objeto. Finalmente, la clasificación de la

región implementa diversas operaciones de AP a través de la compleja red

neuronal, obteniendo aśı la detección de objetos [7].

1.2. Objetivos

1.2.1. Objetivo general

Diseño e implementación de módulos de visión 2D para la detección de

camino y objetos que ayuden a la navegación de un veh́ıculo autónomo. Las

pruebas en este proyecto serán rutas locales con el fin de personalizar el

contexto de navegación de veh́ıculos autónomos.

1.2.2. Objetivos espećıficos

1. Construir una base de imágenes con diferentes clases de objetos que

pueden encontrarse en un ambiente urbano durante la conducción de

un veh́ıculo en calles locales y desde bases de imágenes del estado del

arte.

2. Analizar las caracteŕısticas del camino o carretera local en secuencias

de video adquiridas desde un veh́ıculo en movimiento.

3. Programar diferentes arquitecturas basadas en aprendizaje profundo

que permitan la clasificación de nuestros datos de entrada.

4. Reducir el tiempo de procesamiento del clasificador de objetos desde

redes de aprendizaje profundo mediante el uso de estrategias disper-

sas.

4



1.3 Justificación

5. Validar el clasificador de objetos mediante diferentes métricas y com-

parar con estrategias similares del estado del arte.

1.3. Justificación

La navegación de veh́ıculos autónomos tiene propuestas que se enfo-

can en la construcción de autos inteligentes para uso personal, servicios de

transporte público e industrial en ambientes urbanos. Se ha creado un es-

pacio que d́ıa a d́ıa se van incorporando estos veh́ıculos en los caminos, las

reformas viales se han actualizado para el acoplamiento de estos veh́ıculos

en las ciudades. Las herramientas tecnológicas que desarrollan los sistemas

autónomos para el control interno, mediante las redes inalámbricas con las

que operan. Los sistemas de conducción autónoma deben tener un gran po-

der de cómputo para procesar toda la información que los sensores env́ıa al

sistema, manteniendo una velocidad rápida de env́ıo y recepción de datos

desde la nube [8].

Si bien este es un gran propósito, diferentes aplicaciones se pueden alcan-

zar en el diseño de estrategias para la navegación inteligente de veh́ıculos.

Lo más reciente, propone el diseño de robots autónomos para el servicio de

ayuda en lugares cerrados ante la llegada de personas o cada cierto tiempo

durante el d́ıa. Otra aplicación muy interesante desde hace tiempo ya es la

navegación inteligente de robots para la asistencia de personas enfermas o

de la tercera edad.

La interacción humano-computadora requiere una estrategia de navegación

en ambientes interiores, sin embargo, precisa y con alta velocidad de pro-

cesamiento para lograr los objetivos funcionales. Aśı, muchas aplicaciones

pueden surgir en el desarrollo de módulos para la conducción autónoma de

veh́ıculos, dependiendo del ambiente espećıfico de interacción, el diseño de

las arquitecturas de software y hardware son muy diversas.

Una gran cantidad de sensores integrados en el veh́ıculo pueden causar fal-
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1.4 Contenido del documento

ta de sincronización o evitar el cálculo de una tarea esencial, por ello, eso

tampoco es una solución. En este trabajo se pretende utilizar únicamen-

te cámaras, analizando estrategias de visión 2D dispersas para aligerar el

tiempo de procesamiento y que puedan responder a condiciones ambientales

locales.

Estas caracteŕısticas se pondrán a prueba en modelos convolucionales pa-

ra la elección de cada una de las diferentes arquitecturas existentes en las

que se podrán realizar pruebas de entrenamiento, sobre las estrategias para

extraer las mejores técnicas y ajustar nuestro objetivo de navegación.

1.4. Contenido del documento

En los siguientes caṕıtulos se hablará al respecto de los conceptos impor-

tantes sobre las redes neuronales y las arquitecturas que tienen las seis redes

(AlexNet, LeNet5, ResNet 50, ResNet 101, VGG16 y VGG19) que se estarán

probando para la detección de objetos; También sé explicará la adquisición

del conjunto de datos en ambientes urbanos al exterior y las problemáticas

que se solucionaron para mejorar la adquisición de datos en ambientes reales

para las 11 clases que se analizarán. Dentro del caṕıtulo 4 se dará a conocer

la red que funcionó de forma adecuada para la detección de objetos, al igual

el entrenamiento y validación del modelo para cada red, demostrando por

último la clasificación de objetos mediante el ingreso de imágenes, arrojando

la localización del objeto y la predicción.
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Caṕıtulo 2

Estado del arte

El presente caṕıtulo está enfocado en la descripción de las herramientas

para el procesamiento de imágenes básico que se utiliza en aprendizaje pro-

fundo, además se describen las redes neuronales convolucionales (RNC) y

sus diversas capas que extraen caracteŕısticas para utilizarlas en detección

de objetos.

2.1. Introducción

En la primera parte de este caṕıtulo se dará una explicación de dos

metodoloǵıas diferentes para el procesamiento de datos, las cuales son el

procesamiento tradicional de imágenes (PTI) y el aprendizaje profundo, en

los cuales existe una vertiente, que marca una diferencia principal en sus

procesos [9].

El aprendizaje profundo es entrenado y el procesamiento tradicional de

imágenes es una técnica que requiere de una etapa de procesamiento me-

diante técnicas tradicionales. Por lo tanto, el aprendizaje profundo brinda
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2.2 Redes Neuronales Convolucionales

la posibilidad de trabajar con una gran cantidad de datos para procesar en

la RNC que aprende acorde a lo que se le ingresa, se podŕıa decir que el

aprendizaje profundo es muy similar a programación de bloques.

El procesamiento tradicional de imágenes es una técnica basada en el análisis

espacial de las imágenes, se trabaja mediante umbrales, colores y bordes, sin

embargo, el procesamiento tradicional de imágenes no tiene un aprendizaje

de los datos ingresados. También es necesario mencionar que a diferencia

del aprendizaje profundo, los procesos que realiza dentro de la programa-

ción son transparentes, y esto hace más sencillo el detectar dónde está un

problema a solucionar que pueda tener el código.

En la tabla 2.1 se realiza una comparativa de las dos metodoloǵıas explica-

das.

Tabla 2.1: Tabla comparativa procesamiento tradicional de imágenes vs

AP [2].

Criterios PTI AP

Entrenamiento del conjunto de datos Pequeño Grande

Poder de cómputo Bajo Elevado

Tiempo de entrenamiento Pequeño Largo

Transparencia del algoritmo Elevado Bajo

Experiencia en el campo Elevado Bajo

Flexibilidad Elevado Bajo

2.2. Redes Neuronales Convolucionales

Las Redes Neuronales Convolucionales (RNC) se utilizan para procesar

grandes cantidades de datos, por su potencia computacional, siendo una

buena opción para el reconocimiento de patrones, con las cuales se pueden

procesar matrices por medio de capas convolucionales, capas no lineales,

capas de Agrupamiento y capas completamente conectadas [10], las cuales

se explicarán a continuación.
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2.2 Redes Neuronales Convolucionales

2.2.1. Capa convolucional (Convolutional Layer)

La capa convolucional es desarrollada mediante filtros que dependen de

los parámetros de entrada, los cuales son el ancho, altura y profundidad.

El ancho y la altura dependen de los ṕıxeles, y la profundidad depende del

número de canales. En esta situación son los tres canales de RGB como se

visualiza en la figura 2.1.

Figura 2.1: Parámetros de entrada para la capa de convolución.

Conociendo los parámetros necesarios de la imagen para la capa convolu-

cional, prosigue el proceso de comunicación con cada filtro para analizar la

altura, el ancho y la profundidad de la imagen a través del kernel de proce-

samiento, y las propiedades requeridas para los mapas de activación [11].

Como ejemplo se usará el del conjunto de datos CIFAR-10, que tiene imáge-

nes de 32 x 32 x 3, lo que significa que tienen 32 de ancho, 32 de alto y 3

de profundidad (RGB). La capa de convolución requiere de un kernel de 3

x 3, lo que nos da un número de pesos de 3 x 3 x 3 = 27, hasta este punto

la neurona ha aumentado la profundidad a medida que se usan más filtros

y el tamaño ahora es de 16 x 16 x 94. Asimismo, al utilizar un kernel igual

o de diferente tamaño, la profundidad aumenta y el tamaño de los datos de

entrada disminuye [12], en la figura 2.2, se visualiza la operación realizada

por la capa de convolución.

Dentro de la capa de convolución también existen tres parámetros impor-

tantes que se deben mencionar para la optimización de la convolución, los
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2.2 Redes Neuronales Convolucionales

Figura 2.2: Proceso de una capa de convolución.

cuales son: la profundidad (depth), el paso (stride) y el relleno de ceros

(zero-padding).

Profundidad (Depth)

La profundidad del volumen de salida generado por las capas convoluciona-

les se puede ajustar manualmente por el número de neuronas en la capa en

la misma región de entrada. Esto se puede ver con otras formas de Redes

Neuronales Artificiales (RNA), donde todas las neuronas en la capa están co-

nectadas directamente a cada neurona desde el frente. Esta reducción puede

reducir significativamente el número total de neuronas en la red y la capa-

cidad de reconocimiento de patrones [13].

Pasos (Stride)

También podemos definir los pasos que fijamos en la profundidad alrede-

dor del tamaño espacial de entrada para la ubicación del campo receptivo.

Por ejemplo, si establecemos un paso en 1, obtenemos un campo receptivo

muy superpuesto que producirá matrices de datos grandes. De lo contrario,

establecerlo en un número mayor reducirá la cantidad de interferencia y pro-

ducirá una salida con un tamaño espacial más pequeño [13].

Relleno de ceros (Zero-padding)

Es un proceso simple de relleno del borde y es una forma efectiva de pro-

porcionar un mayor control sobre el volumen de salida [13]. Es importante

comprender que con estas técnicas cambiamos el tamaño espacial de la salida
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2.2 Redes Neuronales Convolucionales

de la capa de convolución. Para calcular esto se utiliza la ecuación 2.1

(V −R) + 2Z

S + 1
(2.1)

donde:

V = Altura x Ancho x Profundidad

R = Tamaño del campo receptivo

Z = Cantidad de Zero Padding

S = Stride

Capa de Activación (Activation Layer)

Una función de activación hace que la red se comporte de diferentes formas

con la finalidad de extraer información compleja de los datos y representar

funciones entre la entrada y la salida. Por lo tanto, al agregar no linealidad

mediante funciones de activación, pueden realizar tareas desde la entrada

hasta la salida. Una caracteŕıstica importante de la función de activación es

que debe quedar clara para que podamos implementar la nueva estrategia

de optimización de propagación para tener en cuenta errores o pérdidas [11].

Tipos de funciones de activación

Función de escalón binario (Binary Step Function)

Lineal (Linear)

Sigmoidea (Sigmoid)

Tangente Hiperbólica (Tanh)

Unidad Lineal Rectificada (ReLU)

Escalón binario

La función de activación más simple que existe y se puede implementar con
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2.2 Redes Neuronales Convolucionales

declaraciones simples como se muestra en la figura 2.3 y se representa me-

diante la ecuación 2.2. Sin embargo, la función de conversión binaria no se

puede utilizar en el caso de clasificación de múltiples clases [14]. Además, el

gradiente de la función de orden binario es cero, lo que puede dificultar el

proceso de propagación, si se calcula la derivada de f(x) con respecto a x,

es cero como:

f(x) =

{

1 si x ≥ 0
0 si x < 0

(2.2)

Figura 2.3: Gráfica de la función de Escalón binario.

Lineal

La función Lineal es proporcional a la entrada y se puede definir como:

f(x) = ax (2.3)

Figura 2.4: Gráfica de la función Lineal, para a = 2.

12



2.2 Redes Neuronales Convolucionales

El valor de la variable a puede ser cualquier valor, la derivada de la función

f(x) y el gradiente son igual a, el beneficio al usar la función no optimizará el

error porque el valor del gradiente es el mismo para cada iteración, además

la red no podrá identificar patrones complejos a partir de los datos. Por lo

tanto, las funciones lineales son ideales cuando se requiere tareas simples

[14], y se muestra en la figura 2.4 y se representa mediante la ecuación 2.3.

Sigmoidea

La función Sigmoidea es la más utilizada porque no es lineal como se muestra

en la figura 2.5 y se representa mediante la ecuación 2.4, transforma valores

entre 0 y 1:

f(x) =
1

1 + e−x
(2.4)

La derivada de f(x) es 1 − sigmoid(x), además, la función sigmoidea no

es simétrica alrededor de cero, lo que significa que los signos de todos los

valores resultantes para las neuronas serán los mismos [14].

Figura 2.5: Gráfica de la función Sigmoidea.

Tangente Hiperbólica

La función Tangente Hiperbólica es simétrica alrededor del origen a compa-

ración de la función sigmoidea. Esto da como resultado que diferentes señales

de salida de las capas anteriores se pasen como entradas a la siguiente ca-

pa como se muestra en la figura 2.6 y se representa mediante la ecuación 2.5:

f(x) =
2

1 + e−2x
− 1 (2.5)
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2.2 Redes Neuronales Convolucionales

La función tangente hiperbólica es continua y puede derivarse con valores

que oscilan entre -1 y 1. Se prefiere la tangente hiperbólica a la función sig-

moidea porque tiene gradientes que no se limitan a cambiar en una dirección

particular [14].

Figura 2.6: Gráfica de la función Tanh.

ReLU

La función ReLU son las siglas de Rectified Liner Unit y es una función

de activación no lineal que se implementa en redes neuronales. La ventaja

de utilizar la función ReLU es que no todas las neuronas están activas si-

multáneamente [14]. Esto significa que la neurona no se apagará hasta que

la salida de la derivación lineal sea cero, como se muestra en la figura 2.7 y

se representa mediante la ecuación 2.6:

f(x) =

{

x si x ≥ 0
0 si x < 0

(2.6)

2.2.2. Capa Completamente Conectada (Fully-Connected La-

yer)

La capa FC está completamente conectada a todas las activaciones de las

capas anteriores, estas capas son las últimas en las arquitecturas de RNC. Es
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Figura 2.7: Gráfica de la función ReLU.

una práctica común usar una o dos FC antes de implementar un clasificador

softmax, como lo demuestra la siguiente arquitectura (simplificada).

En la arquitectura de la figura 2.8 se utilizaron dos capas FC antes del

clasificador softmax, que calculará la probabilidad de salida final para cada

clase.

Figura 2.8: Arquitectura demostrativa de las capas FC [11].

2.2.3. Capa de agrupamiento (Pooling layer)

La capa de agrupamiento, que aqúı será llamada como POOL, tiene el

objetivo de reducir gradualmente el tamaño del campo espacial (altura y

ancho) de entrada. Esto nos permite reducir el número de cálculos en la red,

esta capa funciona de forma independiente en cada profundidad de entrada,

utilizan el agrupamiento máximo, generalmente se realiza en medio de una

arquitectura RNC para reducir el tamaño espacial, mientras que el agru-

pamiento promedio se usa a menudo como una capa de red inferior donde
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queremos evitar el uso de capas FC por completo.

Normalmente, se usa un tamaño de POOL de 2 × 2 como se muestra en la

figura 2.9, para las RNC más profundas con imágenes de entrada mayores

a 200 ṕıxeles. Se puede usar un tamaño de POOL de 3 × 3 al inicio de la

RNC [11] en la tabla 2.2 se muestra cómo son los datos de entrada y salida

al pasar por una capa de agrupamiento donde:

Anent = Ancho de la imagen de entrada

Alent = Altura de la imagen de entrada

Pent = Profundidad de la imagen de entrada

F = Tamaño de agrupamiento

S = Paso

Ansal = Ancho de la imagen de salida

Alsal = Altura de la imagen de salida

Psal = Profundidad de la imagen de salida

Se muestran dos tipos de ejemplo de cómo se puede utilizar el tamaño de

agrupamiento y el tamaño de paso para la RNC:

Tipo 1: F = 3; S = 2 se conoce como agrupación traslapada y general-

mente se aplica a imágenes / volúmenes de gran tamaño espacial.

Tipo 2: F = 2; S = 2, llamado agrupación no superpuesta. Este es el tipo

más común y se aplica a imágenes con dimensiones espaciales pequeñas. Pa-

ra las arquitecturas de red que aceptan imágenes de entrada pequeñas (del

orden de 32 a 64 ṕıxeles).

Figura 2.9: MaxPooling (2x2) y Stride = 2, representando al tipo 2 [10].
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Tabla 2.2: Capa de agrupamiento.

Tipo Tamaño Parámetros

Entrada Anent x Alent x Pent

Tamaño del campo receptivo F
El Stride S.

Salida
Ansal x Alsal x Psal

AnSal = ((Anen − F )/S) + 1
Alsal = ((Alent − F )/S) + 1

Psal = Pent

2.2.4. Capa de Normalización por Lotes (Batch Normaliza-

tion Layer)

La Normalización por lotes, es un método para coordinar la actualiza-

ción de varias capas en el modelo de una manera fácil de restablecer casi

cualquier red profunda. Se hace escalando la salida de la capa, incluida la

normalización de las activaciones de cada variable de entrada para cada mi-

ni lote, la activación de un nodo de la capa anterior como se muestra en

la figura 2.10. La normalización se refiere a medir los datos para que ten-

gan una media de 0 y una desviación estándar de 1. Este proceso también

se conoce como blanqueamiento cuando se aplica a imágenes de visión por

computadora. Al blanquear las entradas de cada categoŕıa, damos un paso

hacia el logro de distribuciones de entrada estables que eliminan los efectos

de la covariable interna.

Figura 2.10: Capa de normalización por lotes [10].

Normalizar los factores significa que el alcance y la distribución de las entra-

das durante la actualización del peso no cambiarán, al menos no de manera

significativa. Esto tiene el efecto de estabilizar y acelerar el entrenamiento
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de la red neuronal profunda.

La normalización de la entrada de la clase tiene un efecto en el entrenamien-

to del modelo, lo que reduce en gran medida el número de épocas necesarias.

También puede tener el mismo efecto de regularización, reduciendo errores.

La normalización por lotes puede tener un impacto significativo en el ren-

dimiento de la optimización, especialmente para redes complejas y redes no

lineales.

La normalización tiene un efecto fundamental en la configuración de la red,

hace que el contexto del problema de optimización relacionado sea signifi-

cativamente más fluido. En particular, esto asegura que los gradientes sean

más predictivos y, por lo tanto, permite el uso de una gama más amplia para

las tasas de aprendizaje y una convergencia de la red más rápida [15].

2.2.5. Capa de Abandono (Dropout Layer)

La capa de abandono es una técnica que evita el sobreentrenamiento y

proporciona una manera de combinar de manera eficiente muchas arquitec-

turas de redes neuronales diferentes de manera casi exponencial. El término

”dropout”se refiere al descarte de unidades en una red neuronal. Al borrar

una unidad, se refiere a que se eliminó temporalmente de la red, junto con

todas sus conexiones entrantes y salientes, como se visualiza en la figura 2.11

la figura izquierda se muestra una RNC y a la derecha se muestra una RNC

con capas de abandono.

La selección de la unidad que se va a borrar es aleatoria. En el caso más

simple, cada unidad se mantiene con una probabilidad constante indepen-

diente de la otra, ya que se puede elegir usando un verificador o simplemente

se puede establecer en 0.5, y parece estar cerca del óptimo para muchos ti-

pos de redes. Sin embargo, para las unidades de entrada, la probabilidad de

retención óptima suele estar más cerca de 1 que de 0.5 [16].
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Figura 2.11: Aplicación de la capa de abandono.

2.3. Arquitecturas de RNC

En los últimos años, se han logrado grandes avances en este campo de

visión por computadora y las redes que se mostrarán son significativas, ya

que fueron de las principales redes participantes en la competencia ImageNet

Large Scale Visual Recognition Challenge (ILSVRC), las cuales han logrado

tener buenos resultados ante dicha competición. Una de las técnicas que

utilizán para mejorar el rendimiento de las RNC es el incrementar el tamaño

de la red [17]. En esta sección se hablará a detalle sobre las arquitecturas y

sus caracteŕısticas.

2.3.1. AlexNet

Es una arquitectura desarrollada basándose en ocho capas, las cuales

cinco capas son convolucionales y tres capas son completamente conectadas,

permitiendo a la red ser capaz de reconocer objetos con un menor enfoque.

Las caracteŕısticas principales de la RNC AlexNet se describen en la ta-

bla 2.3. La red obtiene más información de fondo no relacionada a su última

capa convolucional, lo que en ocasiones afecta en el clasificador al predecir

el objeto [18].
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Tabla 2.3: Caracteŕısticas AlexNet [19].

Caracteŕıstica Descripción Parámetros

Función de activación Poco tiempo de entrenamiento ReLU

Poder de cómputo Requiere de tarjeta gráfica GPU > 3 GB

Capa de agrupamiento Reducción del error a 0.5% Superposición

Capa de abandono Mayor tiempo de entrenamiento 50%

ILSVRC Ganador con tasa de error 15.3% Año 2012

Por último se demuestra la arquitectura, las capas, activaciones y ta-

maños de cada una de las capas que contiene AlexNet en la tabla 2.4, co-

menzando por la capa de entrada del conjunto de imágenes, se define como

una capa que filtra las dimensiones de la imagen (227 x 227 x 3). Para la

primera capa convolucional se utiliza una profundidad de 96, para la segun-

da capa convolucional se utiliza una profundidad 256 y en la tercera capa

convolucional se utiliza una profundidad de 384.

Tabla 2.4: Arquitectura AlexNet.

Capa Tamaño Tamaño del kernel Pasos

Entrada 224 x 244 x 3

Conv. (ReLU) 55 x 55 x 96 11 x 11 4

Agrupamiento Máx. 27 x 27 x 96 3 x 3 2

Conv. (ReLU) 27 x 27 x 256 5 x 5 1

Agrupamiento Máx. 13 x 13 x 256 3 x 3 2

Conv. (ReLU) 13 x 13 x 384 3 x 3 1

Conv. (ReLU) 13 x 13 x 384 3 x 3 1

Conv. (ReLU) 13 x 13 x 256 3 x 3 1

Agrupamiento Máx. 6 x 6 x 256 3 x 3 2

Comple. Conectada 9216

Comple. Conectada 4096

Comple. Conectada 4096

Salida 1000

Las capas convolucionales 1, 2 y 5 operan en conjunto con una capa de

agrupamiento máximo (3 x 3) y con paso de 2. La conexión con 3 capas,

la primera con los parámetros de salida de las convoluciones y dos capas

completamente conectadas por 4096 nodos. Para finalizar la RNC se realiza
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la activación de Softmax para determinar la probabilidad de clasificación

empleada por la salida final del clasificador, esta probabilidad de clasificación

en la categoŕıa Softmax puede generar hasta 1000 categoŕıas [20].

2.3.2. ResNet

Es una arquitectura residual que combina redes residuales y convolu-

cionales, utilizan bloques residuales, conservan el beneficio de optimizar las

conexiones abreviadas de identidad al tiempo que mejoran la expresividad

y la facilidad para eliminar información innecesaria. Las ResNet son arqui-

tecturas no lineales y de forma exponencial, basándose en un estado de flujo

paralelo formando filtros convolucionales.

Tabla 2.5: Arquitecturas ResNet [21]

Capa Tamaño 18 34 50 101 152

Conv. 112 x 112 7 x 7, 64 Pasos de 2

Conv. 56 x 56

3 x 3 Agrupamiento Máx., Pasos de 2
3 x 3,64 3 x 3,64 1 x 1,64 1 x 1,64 1 x 1,64
3 x 3,64 3 x 3,64 3 x 3,64 3 x 3,64 3 x 3,64

1 x 1,64 1 x 1,64 1 x 1,64
R = 2 R = 3 R = 3 R = 3 R = 3

Conv. 28 x 28

3 x 3,128 3 x 3,128 1 x 1,128 1 x 1,128 1 x 1,128
3 x 3,128 3 x 3,128 3 x 3,128 3 x 3,128 3 x 3,128

1 x 1,512 1 x 1,512 1 x 1,512
R = 2 R = 4 R = 4 R = 4 R = 8

Conv. 14 x 14

3 x 3,256 3 x 3,256 1 x 1,256 1 x 1,256 1 x 1,256
3 x 3,256 3 x 3,256 3 x 3,256 3 x 3,256 3 x 3,256

1 x 1,1024 1 x 1,1024 1 x 1,1024
R = 2 R = 6 R = 6 R = 23 R = 36

Conv. 7 x 7

3 x 3,512 3 x 3,512 1 x 1,512 1 x 1,512 1 x 1,512
3 x 3,512 3 x 3,512 3 x 3,512 3 x 3,512 3 x 3,512

1 x 1,2048 1 x 1,2048 1 x 1,2048
R = 2 R = 3 R = 3 R = 3 R = 3

Salida 1 x 1 Agrupamiento Prom., 1000, Comple. Conectada, Softmax

Cuenta con conexiones directas, beneficiando el flujo residual, entre cada
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conjunto de procesamiento, permitiendo olvidar los datos del estado anterior,

esta red ha dejado atrás a otras RNC dando mejores resultados para la

detección de objetos [22]. También fue ganadora en 2015 de la competencia

ILSVRC. Dependiendo del número de capas que tenga la red residual su

error se va disminuyendo proporcionalmente respecto al incremento de capas,

tomando en cuenta que existen diferentes tamaños, en la tabla 2.5 se explica

la arquitectura de las cinco dimensiones de ResNet diferentes, donde R es

igual al número de iteraciones.

2.3.3. VGGNET

La red VGGNET, obtuvo el segundo lugar en la competencia ILSVRC

del 2014, esta red realiza un procesamiento que resta el valor promedio de

los tres canales RGB de cada ṕıxel. La imagen a procesar pasa por diferen-

tes conjuntos de capas convolucionales, con filtros para un campo receptivo

pequeño de dimensiones de 3 × 3, las cuales ayudan a procesar mejor la

imagen de izquierda, derecha, arriba, abajo y centro del filtro.

También se utilizan filtros de convolución de 1 × 1, que se denotan co-

mo una transformación lineal de los canales de entrada. Los conjuntos de

capas convolucionales se conectan a tres capas totalmente conectadas, las

primeras dos capas están formadas por 4096 canales, la tercera tiene 1000

canales (uno para cada clase) y por último está la capa softmax [23].

Las diferentes redes de VGGNET, se describen en la tabla 2.6, cada VGG

tiene la misma forma de la que se habla en el párrafo anterior y son diferen-

tes sólo en la profundidad.
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2.3 Arquitecturas de RNC

Tabla 2.6: Arquitecturas VGGNET [23]

Redes VGGNET

A A-LRN B C D E

11 Capas 11 Capas 13 Capas 16 Capas 16 Capas 19 Capas

Entrada: 224 x 224 x 3

Conv. Conv. Conv. Conv. Conv. Conv.
3 x 3 x 64 (LRN) 3 x 3 x 64 3 x 3 x 64 3 x 3 x 64 3 x 3 x 64

3 x 3 x 64 3 x 3 x 64 3 x 3 x 64 3 x 3 x 64 3 x 3 x 64

Agrupamiento Máximo

Conv. Conv. Conv. Conv. Conv. Conv.
3 x 3 x 128 3 x 3 x 128 3 x 3 x 128 3 x 3 x 128 3 x 3 x 128 3 x 3 x 128

3 x 3 x 128 3 x 3 x 128 3 x 3 x 128 3 x 3 x 128

Agrupamiento Máximo

CConv. Conv. Conv. Conv. Conv. Conv.
3 x 3 x 256 3 x 3 x 256 3 x 3 x 256 3 x 3 x 256 3 x 3 x 256 3 x 3 x 256
3 x 3 x 256 3 x 3 x 256 3 x 3 x 256 3 x 3 x 256 3 x 3 x 256 3 x 3 x 256

1 x 1 x 256 3 x 3 x 256 3 x 3 x 256
3 x 3 x 256

Agrupamiento Máximo

Conv. Conv. Conv. Conv. Conv. Conv.
3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512
3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512

1 x 1 x 512 3 x 3 x 512 3 x 3 x 512
3 x 3 x 512

Agrupamiento Máximo

Conv. Conv. Conv. Conv. Conv. Conv.
3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512
3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512 3 x 3 x 512

1 x 1 x 512 3 x 3 x 512 3 x 3 x 512
3 x 3 x 512

Agrupamiento Máx.

Comple. Conectada - 4096

Comple. Conectada - 4096

Comple. Conectada - 1000

Softmax
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2.3 Arquitecturas de RNC

2.3.4. LeNet5

Es una RNC con suficientes entradas para contener muchos objetos y

múltiples salidas, lo que le permite ser relacionada como una red neuronal

de desplazamiento espacial (SDNN), que es capaz de reconocer secuencias

en una sola transmisión sin segmentación previa, como se muestra en la

tabla 2.7. Las clases de escasa complejidad y los clústeres extremos son el

kernel de la familia de modelos LeNet5, las capas inferiores incluyen ca-

pas convolucionales y de agrupamiento máximo, las capas superiores están

completamente conectadas. La entrada a la primera capa completamente

conectada es el conjunto de mapas de caracteŕısticas de la capa inferior[24].

Tabla 2.7: Arquitectura LeNet5 [25]

Capa Tamaño Tamaño del kernel Pasos

Entrada 32 x 32 x 3

Conv. (Tanh) 28 x 28 x 6 5 x 5 1

Agrupamiento Prom. 14 x 14 x 6 2 x 2 2

Conv. (Tanh) 10 x 10 x 16 5 x 5 1

Agrupamiento Prom. 5 x 5 x 16 2 x 2 2

Conv. (Tanh) 120 5 x 5 1

Comple. Conectada 84

Comple. Conectada 10

Salida (Softmax) 10

2.3.5. GoogleNet

La red GoogleNet logró obtener el primer lugar en la competencia ILSVRC

del 2014, esta red está basada en un estudio de Inception para evaluar los

resultados del algoritmo, esta red utiliza componentes densos. Con algunas

modificaciones, la brecha se ampĺıa y el inicio es especialmente útil en el

contexto de la detección y localización de objetos. La estructura de Incep-

tion es una red neuronal convolucional, puede aproximarse y cubrirse con

componentes, bloques convolucionales los cuales se construyen capa por ca-
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pa y se analizan las estad́ısticas de la última capa que pasa por bloques de

agrupamiento, formando unidades de la capa posterior conectando con la

unidad de la capa anterior. Además, las capas de Inception son repetitivas,

lo que da como resultado un modelo de profundidad de 22 capas en el caso

del modelo GoogLeNet. Dentro del desarrollo de GoogleNet y como se vi-

sualiza en la tabla 2.8 tiene capas convolucionales que se activan mediante

la función ReLU; La dimensión de su campo receptivo en la red es 224 x 224

x 3 con diferentes reducciones de 3 x 3 y 5 x 5, también utiliza filtros de 1 x

1 en la capa de proyección después de la capa de agrupamiento máximo. La

red tiene un total de 22 capas o 27 capas contando las capas de agrupamien-

to, la implementación de la agrupamiento promedio ayuda al clasificador

mediante una capa lineal para facilitar el análisis de las clases [17].

Tabla 2.8: Arquitectura GoogleNet [17]

Capa Tamaño Tamaño del kernel Pasos

Conv. 112 x 112 x 64 7 x 7 2

Agrupamiento Máx. 56 x 56 x 64 3 x 3 2

Conv. 56 x 56 x 192 3 x 3 1

Agrupamiento Máx. 28 x 28 x 192 3 x 3 2

Inception (3a) 28 x 28 x 256

Inception (3b) 28 x 28 x 480

Agrupamiento Máx. 14 x 14 x 480 3 x 3 2

Inception (4a) 14 x 14 x 512

Inception (4b) 14 x 14 x 512

Inception (4c) 14 x 14 x 512

Inception (4d) 14 x 14 x 528

Inception (4e) 14 x 14 x 832

Agrupamiento Máx. 7 x 7 x 832 3 x 3 2

Inception (5a) 7 x 7 x 832

Inception (5b) 7 x 7 x 1024

Agrupamiento Prom. 1 x 1 x 1024 7 x 7 1

Abandono (40%) 1 x 1 x 1024

Lineal 1 x 1 x 1000

Softmax 1 x 1 x 1000
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2.4 Arquitecturas R-RNC

2.4. Arquitecturas R-RNC

Las redes neuronales convolucionales basadas en regiones (R-RNC) son

bastante buenas en analizar pequeñas regiones de la imagen, haciendo que

sean la mejor opción para detectar objetos diminutos en imágenes de gran

tamaño tomando pequeñas regiones de la imagen en un rango de 2,000 re-

giones a analizar, también es una alternativa para la localización de objetos.

La implementación de una R-RNC se describe mediante 3 pasos como se

visualiza en la figura 2.12; Primero se toma el conjunto de datos de entra-

da de acorde a las caracteŕısticas que necesita tener para ser procesada la

imagen; El segundo paso es el extraer las 2,000 regiones propuestas para

procesar. El tercer paso es el desarrollar una RNC para el análisis y extrac-

ción de las caracteŕısticas que ya se vieron en la sección de redes neuronales

convolucionales [26].

Figura 2.12: R-RNC.

2.4.1. R-RNC acelerada

Este tipo de red trabaja mejor con una tarjeta gráfica (GPU) a com-

paración de otras que trabajan con la CPU de la computadora. Ya que el

procesamiento de los datos de entrada y los procesos que realizan son bas-

tante pesados y con una GPU brinda el beneficio de procesar los de datos

en un menor tiempo [27].

La red R-RNC acelerada, como se puede ver en la figura 2.13, utiliza una

imagen del conjunto de datos y una sección de la región propuesta, primero
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2.4 Arquitecturas R-RNC

realiza un proceso mediante una RNC, después cada propuesta pasa por

una capa de agrupamiento para la extracción de las caracteŕısticas, después

pasa a una capa completamente conectada de la cual resultan dos salidas.

La primera salida genera una aproximación de probabilidad sobre la clase

del objeto a clasificar y la segunda salida genera cuatro capas que codifica

posiciones del cuadro delimitador para una de las clases. El cuadro está for-

mado por 4 caracteŕısticas, las cuales son altura, ancho y dos coordenadas

de posición del extremo superior izquierdo [28].

Figura 2.13: R-RNC acelerada.

2.4.2. Máscara R-RNC

Este tipo de red es muy similar a la R-RNC acelerada, trabaja mejor

con una GPU y procesan los datos más rápido que si se usara la CPU.

La única diferencia que tiene a comparación de la red anterior que es la

máscara R-RNC es que se agrega una tercera salida como se visualiza en

la figura 2.14 la cual segmenta al objeto de interés, asignado mediante una

máscara de color la localización espacial más exacta dejando de un lado sólo

las etiquetas y la delimitación mediante cuadros.

La máscara realiza un procesamiento binario respecto a la región de in-

terés, para continuar analizando las siguientes regiones extráıdas, teniendo

una máscara diferente para cada objeto, en el caso de un clasificador seŕıa

una máscara para cada clase a reconocer [29].
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2.5 Ambientes interiores y exteriores

Figura 2.14: Máscara R-RNC.

2.5. Ambientes interiores y exteriores

El problema de la visualización de la imagen en escenarios interiores y

exteriores ha sido un desaf́ıo en el campo de visión por computadora, todo

esto se debe a la iluminación de la imagen y cómo la percibe el sensor de

visión.

En investigación, dentro de la adquisición de imágenes de bajo nivel se tiene

el problema de la segmentación del objeto de interés en la escena. Normal-

mente, se utilizan caracteŕısticas diferentes para esta metodoloǵıa, las cuales

son análisis por separación de canales (RGB), textura e información de fre-

cuencia, estas caracteŕısticas se extraen en sub-bloques de la imagen [30].

La ubicación de la imagen es una función que sólo proporciona información

sobre un objeto o área espećıfica en toda la imagen. Las caracteŕısticas glo-

bales proporcionan una representación global de la imagen al tratarla como

una entidad única, en lugar de dividir la imagen en múltiples sub-bloques

y calcular las caracteŕısticas locales de cada sub-bloque. Si bien las carac-

teŕısticas globales se utilizan cada vez más para problemas de clasificación

de escenas, no se han aplicado ampliamente a problemas de clasificación de

objetos en interior y exterior [30].

En el estudio de clasificación de objetos en interiores y exteriores se han

implementado diversas metodoloǵıas. Los histogramas se utiliza en el es-
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pacio de color Ohta y coeficiente invariante de desplazamiento (DCT) al

cambio después de dividir la imagen en sub-bloques analizados [31].

Se utiliza la metodoloǵıa de caracteŕısticas de color y textura de la ima-

gen con un nivel bajo y enfoca para la localización de regiones como el

césped o el cielo para brindar un apoyo en la clasificación [32].

Otra de las metodoloǵıas que se utiliza es la de máquinas de vectores de

soporte (SVM) a momentos de color espacial (CM) y caracteŕısticas de los

histogramas que detectan los bordes para obtener una exactitud por encima

del 80% [33].

Por último, existe la metodoloǵıa que utiliza el color de los histogramas,

las caracteŕısticas de textura y la textura basada en DCT, el cual obtiene

una exactitud por encima del 85% [34].
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Caṕıtulo 3

Metodoloǵıa

En el anterior caṕıtulo se describieron arquitecturas como AlexNet, Res-

Net, VGGNET, LeNet5 y GoogleNet dentro de las RNC. Se describieron

dos arquitecturas de regiones para redes neuronales convolucionales como

R-RNC acelerada y Máscara R-RNC. También se describe el conjunto de

imágenes, mientras se condućıa en un entorno local, las cuales se utilizaron

para entrenar los modelos y predecir la detección de objetos. El presente

caṕıtulo está enfocado a la metodoloǵıa usada dentro de las diferentes redes

neuronales convolucionales (RNC) para la detección de objetos.

3.1. Diagrama General

En esta sección se ha planteado en este proyecto de tesis realiza la detec-

ción de objetos. La figura 3.1 muestra el diagrama general de la metodoloǵıa.

Se da inicio al proceso con una base de datos que contiene diferentes imáge-

nes de cada una de las 11 clases, siguiendo con la implementación de la

red neuronal convolucional (RNC) para el entrenamiento, al cual ingresa el

70% de la base de datos para algunas arquitecturas que se explicaron en el
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3.1 Diagrama General

caṕıtulo 2. Teniendo la RNC entrenada y efectuando el proceso de valida-

ción se procede a desfragmentar en parches la imagen para continuar con la

detección y aproximación porcentual de cada imagen respecto a la clase a

la que corresponde.

Figura 3.1: Diagrama general del sistema para clasificación de objetos

basado en redes convolucionales.
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3.2. Conjunto de datos (Dataset)

En la siguiente sección se hablará al respecto de cómo se formó el conjun-

to de datos, estableciendo diferentes aspectos para cumplir con un conjunto

adecuado. En relación con el punto anterior se describen las clases con las

que se trabaja a lo largo del proyecto y el motivo por el que se eligen las

siguientes clases:

1. Árbol

2. Bicicleta

3. Camino

4. Camioneta

5. Carro

6. Cielo

7. Cono

8. Motocicleta

9. Persona

10. Semáforo

11. Señal (Tránsito urbano)

En cuanto a las once clases, se propusieron tres objetos con los que un

veh́ıculo tiene interacción en las rutas por las que pasa. Además de que la

detección de estos objetos en ocasiones puede confundir a la RNC y poner

en riesgo a los peatones.

Acerca del punto anterior, la clase árbol, bicicleta y cono se consideran

en la hipótesis en que los peatones usen un vestuario similar a los colores de

los árboles o conos. También se sugiere el caso donde el veh́ıculo no perciba

a una persona sobre la bicicleta, incrementando el riesgo de ocasionar un

accidente.

Al mismo tiempo se recomienda el caso de la clase carro, camioneta y mo-

tocicleta, son objetos con los que se encuentra la mayor parte de tiempo

sobre las rutas urbanas, a pesar de que se pudo tomar en cuenta a la clase
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camión, y otras clases referentes a este tipo de veh́ıculos, sólo se dejaron

las más significativas y que cumplan con el objetivo de detectar veh́ıculos

motorizados.

Por último, en el caso de la clase señal y semáforo se debe agregar que

son objetos que previenen o advierten al veh́ıculo acerca de las condiciones

o limitaciones que tiene la ruta por la que está pasando. Un ejemplo sobre la

detección de semáforos, el cual tiene tres diferentes indicadores que limitan

al veh́ıculo sobre la acción a realizar, a su vez se plantea el ejemplo de los

señalamientos viales, los cuales indica al veh́ıculo sobre las caracteŕısticas de

la ruta del veh́ıculo.

Considerando que se comprendió el porqué se eligieron las once clases, se

procede a continuar con la explicación y solución aplicada para la adquisición

del conjunto de datos.

3.2.1. Conjunto de datos 1

En relación con la adquisición de datos, se propuso descargar la mayor

parte de las imágenes de internet, de la cuales se obtuvieron 1,000 imágenes

por cada clase, y se declaró un total de 11,000 imágenes que formaŕıan el

conjunto de datos. Teniendo en cuenta que esta técnica tendŕıa varios fac-

tores que afectaŕıan en el entrenamiento para la detección de los objetos.

En relación con el entrenamiento se planteó la hipótesis de que el tamaño de

los objetos en las imágenes variaba y esto afectaŕıa en la calidad de los ob-

jetos ubicados en el fondo de la imagen. Otro aspecto importante en cuanto

a la diversidad de clases que contiene una imagen y puede llegar a extraer

caracteŕısticas innecesarias de objetos que se sitúan en el fondo, por lo tan-

to, cuando se entrenará y se validará podŕıa generar falsos-positivos en los

resultados para la detección de objetos.

En consecuencia, con esos pequeños detalles significativos se optó por reali-
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zar un segundo conjunto de datos con otra metodoloǵıa que simplifique los

aspectos que no favorećıan a la RNC.

3.2.2. Conjunto de datos 2

En cuanto al segundo conjunto de datos se planteó una dinámica dife-

rente, a causa de descargar las imágenes de internet se decidió el capturar

las imágenes en un entorno real, mediante una cámara de video, cumpliendo

con la adquisición de datos. Este dispositivo se instaló dentro de la cabina

del conductor en el centro del tablero de una camioneta tipo pick-up.

Con respecto al tiempo de grabación se estableció que el panorama no estu-

viera nublado, también se tomó en cuenta el horario de 15:00 a 17:00 horas

para que el brillo del sol no afectara en el umbral del video y la imagen no

fuera afectada percibiendo mejor el objeto en la grabación.

Por otra parte, se grabaron 10 videos diferentes, la duración total de los

videos fue de una hora y media, completando un recorrido total de 11.5 km

dentro de la ciudad de Irapuato, Gto., el recorrido realizado fue desde el

norte hasta el centro de la ciudad y del centro al norte de regreso, en una

ruta urbana.

La técnica que se implementó fue la extracción de los frames, usando la

separación de 29 Frames por segundo (FPS) para una captura del video y

proceder a realizar los parches necesarios como se muestra en la figura 3.2.

En vista de la problemática de segmentar y extraer los objetos de cada frame,

se procedió a implementar una máscara R-RNC y la libreŕıa de PixelLib[35],

con un modelo entrenado de COCO [36], este proceso simplifica la extracción

de objetos, dando como resultado el objeto con un fondo limpio, además que

al finalizar este proceso se notó un desequilibrio en la mayoŕıa de las clases,

por lo que se efectuó la misma dinámica en una ciudad diferente.
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Figura 3.2: Adquisición de imágenes de cada clase.

En vista de que la mayoŕıa de las imágenes se repet́ıan, se buscó una ciudad

dentro del estado de Guanajuato con un mayor flujo vial y con mayor varia-

ción de objetos en el escenario del veh́ıculo. La segunda etapa de grabación

se realizó en la ciudad de León, Gto., con una duración de una hora y media

desde el sur de la ciudad hasta el norte de la ciudad, con un recorrido total

de 13.4 km.
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A su vez se grabaron 13 videos, y se aplicó la misma metodoloǵıa de ex-

traer una captura a 29 FPS, después se realizó el mismo proceso de máscara

R-RNC, logrando obtener un conjunto de datos más completo y equilibrado

como se muestra en la tabla 3.1.

Tabla 3.1: Total de muestras por clase.

Clases No. de muestras

Árbol 2,681

Bicicleta 2,919

Camino 3,189

Camioneta 3,236

Carro 3,464

Cielo 3,062

Cono 3,001

Motocicleta 2,651

Persona 2,713

Semáforo 3,570

Señal 2,900

Total 33,387

3.3. Arquitecturas

En las siguientes secciones se hablará respecto a la construcción de cada

una de las diferentes redes neuronales, describiendo el procedimiento que

se llevó a cabo para el buen funcionamiento durante el entrenamiento y la

validación del conjunto de datos de entrada.

3.3.1. AlexNet

Acerca de esta red se establecieron diferentes parámetros que marcan

su arquitectura general y los cambios realizados a la red, como se muestra

en la tabla 3.2. Comenzando con las dimensiones del conjunto de datos se
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redimensionó el tamaño de las imágenes de entrada y quedaron de esta ma-

nera: 227 x 227 x 3. Estas imágenes entran a la primera capa mediante una

convolución con función de activación ReLU y un filtro de 96, para después

conectar con una normalización por lotes que estabiliza la salida de la con-

volución y mejora las caracteŕısticas de entrada para el agrupamiento que

procesará los datos con un tamaño de paso de 2. Cosa parecida se ejecuta en

la segunda capa, iniciando al igual con una convolución mediante un filtro

de 256 y un paso de 1 manteniendo la misma función de activación que la

anterior capa, al igual se aplica una normalización por lotes y un agrupa-

miento para esta capa. En la tercera y cuarta capa sólo se implementó una

convolución y una normalización por lotes respectivamente, con un filtro de

384 y un paso de 1. A la quinta capa se aplicó lo mismo que en la segunda

capa, el filtro de convolución es de 256 y se mantuvo el mismo tamaño de

paso, hasta este punto se tienen las caracteŕısticas, ya que en la sexta capa

y séptima capa se realiza el proceso para clasificación para las 11 clases y la

función de activación softmax.

Tabla 3.2: Arquitectura propuesta AlexNet.

Capa Tamaño del kernel Pasos Filtros

Entrada 227 x 247 x 3 — —

Conv. (ReLU) 11 4 96

Normali. de lotes — — —

Agrupamiento Máx. 3 2 —

Conv. (ReLU) 5 1 256

Agrupamiento Máx. 3 2 —

Normali. de lotes — — —

Conv. (ReLU) 3 1 384

Normali. de lotes — — —

Conv. (ReLU) 3 1 384

Normali. de lotes — — —

Conv. (ReLU) 3 1 256

Normali. de lotes — — —

Agrupamiento Máx. 3 2 —

Aplanado — — —

Comple. Conect. 4096 — —

Abandono 0.5 — —

Comple. Conectada 4096 — —

Abandono 0.5 — —
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Salida 11 — softmax

3.3.2. ResNet 50 y 101

Acerca de esta red se establecieron diferentes parámetros que marcan su

arquitectura general y los cambios realizados a la red, como se muestra en la

tabla 3.3. Para la ResNet 50 y 101, en este caso se describirá la ResNet 50,

ya que tiene mucho parecido con las ResNet 101 y en el punto en el que se

note la diferencia se mencionará la diferencia para cada una. Comenzando

con las dimensiones del conjunto de datos se redimensionó el tamaño de las

imágenes de entrada y quedaron de esta manera 64 x 64 x 3 que entra a un

relleno de ceros para el tamaño de la salida de las caracteŕısticas, dentro de

la primera capa se utiliza una convolución, conectada con una normalización

por lotes para estabilizar la salida de la convolución con un tamaño de 3 y

una función de activación ReLU, conectada con un agrupamiento máximo

con una dimensión de 3 y un tamaño de paso de 2.

A partir de esta primera capa se realizan bloques de diferentes iteraciones

y se denominarán como primer bloque y segundo bloque, continuando con

el primer bloque que contiene tres capas más en el que la primera sub-capa

tiene una convolución, una normalización por lotes. El segundo sub-bloque

es similar al primero, la diferencia de sus parámetros con los que estará pro-

cesando las caracteŕısticas y el tercer sub-bloque es una convolución y una

normalización por lotes. Continuando con el segundo bloque que ejecuta la

red, está formado con la misma estructura que el primer bloque, sólo que

son parámetros constantes.

En ese mismo contexto se procede a incluir los parámetros necesarios para

la segunda capa, la cual tiene el primer bloque y tres iteraciones del segundo

bloque son 256 filtros, un tamaño de paso 1 y la dimensión de entrada del

conjunto de datos es de 64, estos parámetros son iguales para las 2 redes.

La tercera capa tiene cuatro iteraciones, está formada por el primer bloque
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que le proceden y tres bloques del segundo con 512 filtros, un tamaño de

paso de 2 y el tamaño del conjunto de imágenes de 128. En la cuarta capa

es necesario resaltar la diferencia entre la ResNet 50 y la ResNet 101. Ense-

guida se explica para la ResNet 50, está formada por 6 iteraciones con 1024

filtros, un tamaño de paso de 2 y el tamaño del conjunto de datos es de 256.

En segunda instancia para la ResNet 101 el número de iteraciones es de 23

y los parámetros son iguales a la ResNet 50. La quinta capa es igual en las

dos redes y tienen una iteración de 3 con un tamaño de filtro de 2048, un

tamaño de paso de 2 y la dimensión del conjunto de entrada es de 512.

A partir de este punto termina con la parte de extracción de caracteŕısticas

del modelo y la capa 6 y 7 se encarga de procesar las caracteŕısticas para

la clasificación de objetos, la capa 6 se desarrolla mediante un agrupamien-

to promedio con un tamaño de 2 y la capa 7 realiza un aplanamiento que

conecta completamente para las 11 clases con una activación softmax.

Tabla 3.3: Arquitectura propuesta ResNet 50 y 101

1er bloque
Convolución, Normalización por lotes, Activación ReLu,
Convolución, Normalización por lotes, Activación ReLu,

Convolución, Normalización por lotes

2do bloque
Convolución, Normalización por lotes, Activación ReLu,
Convolución, Normalización por lotes, Activación ReLu,

Convolución, Normalización por lotes, Iteración

Capa ResNet 50 ResNet 101

Filtros Tam. Conj. de datos Filtro Tam. Conj. de datos

Entrada 64 x 64 x 3 64 x 64 x 3

Capa 1

Conv. 7 1 64 7 1 64 x 64 x 3

N. de lotes eje=3 eje =3

Agrup. 3 3

Capa 2

1er bloque 3 256 64 3 256 64

2do bloque 3 256 64 3 256 64

Iteración 3

Capa 3

1er bloque 3 256 64 3 256 64

2do bloque 3 256 64 3 256 64

Iteración = 3
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Capa 4

1er bloque 3 512 128 3 512 128

2do bloque 3 512 128 3 512 128

Iteración = 4

Capa 5

1er bloque 3 1024 256 3 1024 256

2do bloque 3 1024 256 3 1024 256

Iteración 6 23

Capa 6

1er bloque 3 2048 512 3 2048 512

2do bloque 3 2048 512 3 2048 512

Iteración = 3

Capa 7

Agrupamiento promedio =2

Aplanamiento

Completamente conectada, 11 clases, softmax

3.3.3. VGGNET 16 y 19

Acerca de esta red se establecieron diferentes parámetros que marcan su

arquitectura general y los cambios realizados a la red. Como se muestra en la

tabla 3.4, comenzando con la dimensión del conjunto de datos que contiene

un total, se redimensionó el tamaño de las imágenes de entrada y quedaron

de esta manera, 224 x 224 x 3.

Se explicará de la misma forma que en la anterior red, cuando se llegue

a la parte en la que hay diferencia entre la VGG16 y la VGG19 se hará men-

ción de la diferencia entre las dos redes, ya que todos los demás parámetros

son iguales en las ambas redes, además se menciona que cada capa tiene

convolución y agrupamiento por lo cual se mencionará el número de convo-

luciones a partir de esto queda como establecido que el agrupamiento tiene

un tamaño de 3 y un paso de 1.

La primera capa contiene 3 convoluciones con 64 filtros y un tamaño de

kernel de 3 y el agrupamiento. La segunda capa tiene 2 convoluciones, 128
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filtros y un tamaño de kernel de 3 y el agrupamiento. La tercera capa es

igual a la segunda, lo único que cambia es el número de filtros de 128 a 256

y el agrupamiento es de 2. En la cuarta y quinta capa son iguales, pero para

la VGG16 y VGG19 cambia, la VGG16 contiene 3 capas de convolución con

512 filtros y un tamaño de kernel de 3 que conecta con el agrupamiento y

para la VGG19 tiene 4 convoluciones con los mismos parámetros que la de

la VGG16 y al igual conecta con una capa de agrupamiento.

Por consiguiente, a partir de este punto termina con la parte de extraer

las caracteŕısticas del modelo, el cual contiene una etapa de aplanamiento

que conecta con 2 capas completamente conectadas de 4096 y al final una

activación softmax para las 11 clases.

Tabla 3.4: Arquitectura propuesta VGG 16 y 19.

Capa VGG16 VGG19

Filtro Tamaño K. Paso Filtros Tamaño K. Paso

Entrada 224 x 224 x 3

Capa 1

Conv. (3) 64 3 1 64 3 1

Agrup. 3 2 3 2

Capa 2

Conv. (2) 128 3 1 128 3 1

Agrup. 3 2 3 2

Capa 3

Conv. (2) 256 3 1 256 3 1

Agrup. 3 2 3 2

Capa 4

Conv. (3) (4) 512 3 1 512 3 1

Agrup. 3 2 3 2

Capa 5

Conv. (3) (4) 512 3 1 512 3 1

Agrup. 3 2 3 2

Capa 6

Aplanamiento

Completamente conectada = 4096

Completamente conectada = 4096

Completamente conectada, 11 clases, softmax
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3.3.4. LeNet5

Acerca de esta red se establecieron diferentes parámetros que marcan

su arquitectura general y los cambios realizados a la red, como se muestra

en la tabla 3.5, comenzando con las dimensiones del conjunto de datos que

contiene un total, se redimensionó el tamaño de las imágenes de entrada y

quedaron de esta manera, 32 x 32 x 3.

La primera capa tiene una convolución con 6 filtros, un tamaño de ker-

nel de 5 y un tamaño de paso de 1 con una función de activación tangente

hiperbólica que conecta a un agrupamiento promedio con un tamaño de 2

y un tamaño de paso de 2. La segunda capa tiene 16 filtros, un tamaño del

kernel de 5 y un tamaño de paso de uno y al igual con la misma activación

que la anterior, conectando con una capa de agrupamiento promedio con un

tamaño de 2 y un tamaño de paso de 2. Por último, la tercera capa solo

contiene una convolución con 120 filtros, un tamaño de kernel de 5 y un

número de paso de 1. Con la misma función de activación que las anteriores

hasta, este punto ya se tiene el procesamiento de las caracteŕısticas y se

procede con las capas para la clasificación, las cuales están conectadas a un

aplanamiento y una función de activación softmax para las 11 clases.

Tabla 3.5: Arquitectura propuesta LeNet5.

Capa Filtros Tamaño del kernel Pasos

Entrada = 32 x 32 x 3

Conv. (Tanh) 6 5 1

Agrupamiento Máx. 2 2

Conv. (Tanh) 16 5 1

Agrupamiento Máx. 2 2

Conv. (Tanh) 120 5 1

Aplanamiento

Completamente conectada, 11 clases, softmax

Las diferentes arquitecturas explicadas en las secciones anteriores serán

utilizadas en el siguiente caṕıtulo y se explicarán los resultados obtenidos

de cada arquitectura.
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Caṕıtulo 4

Resultados de las RNC

En el presente caṕıtulo se describirán de manera detallada los resultados

obtenidos durante la realización del presente proyecto, tales como la imple-

mentación para la detección de objetos basada en las arquitecturas descritas

y explicadas en los dos caṕıtulos anteriores.

4.1. Base de datos

En esta sección se describe el contenido de la base de datos y las técnicas

que se usaron para la captura de datos, se determina como resultado, para

este tipo de aplicación es mejor trabajar con datos de un ambiente real en

el contexto de una ciudad a imágenes de un ambiente ideal, como lo fue el

descargar imágenes de internet. La metodoloǵıa de grabar y extraer los foto-

gramas para después procesarlos en una red neuronal convolucional basada

en regiones, para obtener el objeto segmentando y extrayendo la región de

interés para después colocar el objeto en un fondo negro y obteniendo una

nueva imagen.
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4.2 AlexNet

Se aumentó la base de datos con una amplia variedad de diferentes objetos

que se teńıan en cada clase, dando como resultado una base de datos con un

total de 33,387 imágenes, la gran parte de las imágenes son de dimensiones

medianas de los objetos, es necesario destacar que para esta metodoloǵıa

de grabar se necesitan ambientes concurridos y un flujo vial constante para

lograr obtener una gran cantidad de objetos y con esta explicación de los

resultados obtenidos mediante la base de datos se procede a presentar los

resultados de las redes Neuronales convolucionales en las siguientes secciones.

En la sección de los resultados de cada RNC se utilizará el código de colores

de la figura 4.1 para la localización de los objetos en las imágenes procesa-

das.

Figura 4.1: Etiquetado por colores para las clases seleccionadas.

4.2. AlexNet

En esta sección se describe al respecto de los resultado obtenidos en el

entrenamiento y validación de la RNC AlexNet. Esta arquitectura se en-

trenó durante un total de 75 épocas, dando como resultados que pasando

de la época 40 se acerca casi al 90% como se muestra en la figura 4.2. Se

puede decir que con un conjunto de datos más grande podŕıa incrementar

la exactitud de la validación.
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4.2 AlexNet

Figura 4.2: Gráfica de exactitud de la red AlexNet.

Respecto a las pérdidas como se muestra en la figura 4.3, basándose en

el conjunto de datos que se ingresó a la RNC, se obtuvieron pérdidas entre

0.4 y 0.6 al igual que con la exactitud vaŕıa por la cantidad de imágenes

ingresadas y podŕıa acercarse más a las pérdidas de entrenamiento.

Figura 4.3: Gráfica de pérdidas de la red AlexNet.

De las gráficas anteriores también se calculó el resultado de la matriz de

confusión como se muestra en la figura 4.4, arrojando los siguientes resulta-

dos que podŕıan tomarse como positivos en esta red.
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4.2 AlexNet

Figura 4.4: Matriz de confusión de la red AlexNet, los renglones es el

esperado y las columnas es lo real.

Comenzando con los verdaderos positivos, ya que en la mayoŕıa de las clases

predice de forma correcta, tiene una confusión muy alta con las clases que

son medios de transporte. En los falsos positivos la clase carro con camio-

neta tiene valores significativos que pueden afectar a la predicción, esto se

da por el ambiente en el que se desarrolló el conjunto de datos y la forma

de los objetos.

Dentro de los falsos negativos, la clase carro tiene la más alta confusión

con 15% de confusión con la clase camioneta, lo cual se puede entender co-

mo una muy alta similitud entre clases, al igual sucede lo mismo con la clase

motocicleta con una confusión del 10% con la clase bicicleta, esto se debe

a que dentro de las imágenes del conjunto de datos el aprendizaje profundo

encuentra similitud en el análisis repetitivo de las imágenes suponiendo que

pertenece a una clase que no es correcta.

El resultado de la clasificación de objetos se demuestra que la RNC AlexNet
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4.2 AlexNet

arroja buenos resultados de la predicción en la detección de objetos, como

se muestra en las siguientes figuras 4.5, 4.6, 4.7 y 4.8.

Figura 4.5: Clasificación 1 AlexNet.

Figura 4.6: Clasificación 2 AlexNet.
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4.2 AlexNet

Figura 4.7: Clasificación 3 AlexNet.

Figura 4.8: Clasificación 4 AlexNet.

En los resultados se logra visualizar que las 11 clases son detectadas

mediante un proceso de desfragmentar la imagen en 50 parches, dentro de

cada figura se visualizan objetos que debeŕıan ser reconocidos, y como se
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explicó con la matriz de confusión hay objetos que confunde con otra clase

muy similar al objeto como el ejemplo de carro - camioneta y persona -

bicicleta.

Otro aspecto importante es la iluminación que tiene el objeto, provocan-

do que no sea correctamente detectado, debido a la sombra que el objeto

tiene.

Por último, la mayoŕıa de los resultados están por encima del 80% de exac-

titud, siendo la mejor red para la detección de las 11 clases.

4.3. LeNet5

En esta sección se hablará al respecto de los resultados obtenidos en

el entrenamiento y validación de la RNC AlexNet durante un total de 900

épocas, dando como resultado que pasando de la época 500 se acerca casi

al 75% como se muestra en la figura 4.9, este modelo, no es de los más

utilizados para la detección de objetos, pero si es usado en OCR.

Figura 4.9: Gráfica de exactitud de la red LeNet5.

Respecto a las pérdidas, como se muestra en la figura 4.10, el conjunto
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de datos que se ingresó a la RNC, se obtuvieron pérdidas entre 0.7 y 0.8 al

igual que con la exactitud vaŕıa por la cantidad de imágenes ingresadas y

podŕıa acercarse más a las pérdidas de entrenamiento.

Figura 4.10: Gráfica de pérdidas de la red LeNet5.

De las gráficas anteriores también se calculó el resultado de la matriz

de confusión como se muestra en la figura 4.11, arrojando los siguientes

resultados que podŕıan tomarse como positivos en esta red.

50



4.3 LeNet5

Figura 4.11: Matriz de confusión de la red LeNet5, los renglones es el

esperado y las columnas es lo real.

Comenzando con los verdaderos positivos, ya que en la mayoŕıa de las

clases predice de forma correcta, tiene una confusión muy alta con la ma-

yoŕıa de las clases, esto se debe a que la red es el antepasado de las redes

neuronales convolucionales y es usada para la detección de caracteres, por

lo que la detección de objetos en ambientes urbanos confunde y realiza si-

militudes por colores y bordes.

Dentro de los falsos negativos, las clases carro y camioneta tienen la más

alta confusión, con 25% entre ambas clases, lo cual se puede entender como

una muy alta similitud entre clases, al igual sucede lo mismo con las demás

clases entre el 10% y 15% con las clases que tiene las mismas formas o co-

lores, esto se debe a que las formas de los caracteres son continuas y vaŕıan

poco.

El resultado de la clasificación de objetos se demuestra en la RNC LeNet5,

arroja buenos resultados para la predicción en la detección de objetos, como

se muestra en las siguientes figuras 4.12, 4.13, 4.14 y 4.15 para este análisis

debemos recordar que esta red es más usada en aplicaciones de OCR.
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En los resultados se logra visualizar que las 5 clases son detectadas median-

te un proceso de desfragmentar la imagen en 50 parches, dejando 6 clases

con resultados erróneos en la predicción de objetos, dentro de cada figura

se visualizan objetos que debeŕıan ser reconocidos, y como se explicó con la

matriz de confusión, hay objetos que confunde con otra clase muy similar al

objeto como carro - camioneta, persona - bicicleta y motocicleta - bicicleta.

Otro aspecto importante es la iluminación que tiene el objeto, generando

que no sea correctamente detectado, debido a la sombra que el objeto tiene.

Figura 4.12: Clasificación 1 LeNet5.
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Figura 4.13: Clasificación 2 LeNet5.

Figura 4.14: Clasificación 3 LeNet5.
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Figura 4.15: Clasificación 4 LeNet5.

Por último, las clases árbol, camino, cielo, y cono están por encima del

80% de exactitud, la clase semáforo llega a tener variaciones menores al

porcentaje de las anteriores clases, ocupando el último lugar en esta compa-

rativa de redes neuronales convolucionales para la detección de las 11 clases.

4.4. ResNet 50

En esta sección se hablará al respecto de los resultados obtenidos en el

entrenamiento y validación de la RNC ResNet 50 durante un total de 75

épocas, dando como resultado que pasando de la época 45 la exactitud deja

de tener picos y se mantiene por encima del 80% como se muestra en la

figura 4.16, puedo decir que con un conjunto de datos más grande se podŕıa

incrementar la exactitud de la validación.
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Figura 4.16: Gráfica de exactitud de la red ResNet 50.

Respecto a las pérdidas, como se muestra en la figura 4.17, el conjunto

de datos que se ingresó a la RNC, se obtuvieron pérdidas de entre el 0.5 y 1.2

al igual que con la exactitud vaŕıa por la cantidad de imágenes ingresadas

y podŕıa acercarse más a las pérdidas de entrenamiento.

Figura 4.17: Gráfica de pérdidas de la red ResNet 50.

De las gráficas anteriores también se calculó el resultado de la matriz

de confusión como se muestra en la figura 4.18, arrojando los siguientes

resultados que podŕıan tomarse como positivos en esta red.
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Figura 4.18: Matriz de confusión de la red ResNet 50, los renglones es el

esperado y las columnas es lo real.

Comenzando con los verdaderos positivos y los falsos negativos, la ma-

yoŕıa de las clases son predichas de forma correcta, todav́ıa tiene un cierto

grado de confusión con algunas clases, como la clase carro, que tiene una

confusión del 10% con la clase camioneta. La clase bicicleta tiene una confu-

sión del 8% con la clase persona y la misma clase bicicleta tiene un 7% con

la clase motocicleta, la cual pueden afectar a la predicción, esto se da por

el ambiente en el que se desarrolló el conjunto de datos y la forma del objeto.

El resultado de la clasificación de objetos se demuestra que la RNC Res-

Net 50 arroja buenos resultados de la predicción en la detección de objetos,

como se muestra en las siguientes figuras 4.19, 4.20, 4.21 y 4.22.
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Figura 4.19: Clasificación 1 ResNet 50.

Figura 4.20: Clasificación 2 ResNet 50.
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Figura 4.21: Clasificación 3 ResNet 50.

Figura 4.22: Clasificación 4 ResNet 50.

En los resultados se logra visualizar que las 6 clases son detectadas me-

diante un proceso de desfragmentar la imagen en 50 parches, dejando 5 clases

con resultados erróneos en la predicción de objetos, dentro de cada figura
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se visualizan objetos que debeŕıan ser reconocidos, y como se explicó con la

matriz de confusión hay objetos que confunde con otra clase muy similar al

objeto como carro - camioneta, persona - bicicleta y motocicleta - bicicleta.

Otro aspecto importante es la iluminación que tiene el objeto, provocan-

do que no sea correctamente detectado, debido a la sombra que el objeto

tiene.

Por último, las clases árbol, camino, camioneta, cielo, cono y semáforo tie-

nen una exactitud de 80%, siendo la quinta mejor red para la detección de

las 11 clases.

4.5. ResNet 101

En esta sección se hablará al respecto de los resultados obtenidos en el

entrenamiento y validación de la RNC ResNet 101 durante un total de 45

épocas, dando como resultado que pasando de la época 25 la exactitud se

equilibra y se mantiene en el 80% como se muestra en la figura 4.23, puedo

decir que con un conjunto de datos más grande podŕıa incrementarse la

exactitud de la validación.

Figura 4.23: Gráfica de exactitud de la red ResNet 101.

59



4.5 ResNet 101

Respecto a las pérdidas, como se muestra en la figura 4.24, el conjunto

de datos que se ingresó a la RNC, se obtuvieron pérdidas entre 0.6 y 1.2, al

igual que con la exactitud, vaŕıa por la cantidad de imágenes ingresadas y

podŕıa acercarse más a las pérdidas de entrenamiento.

Figura 4.24: Gráfica de pérdidas de la red ResNet 101.

De las gráficas anteriores también se calculó el resultado de la matriz

de confusión como se muestra en la figura 4.25, arrojando los siguientes

resultados que podŕıan tomarse como positivos en esta red.
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Figura 4.25: Matriz de confusión ResNet 101, los renglones es el esperado y

las columnas es lo real.

Comenzando con los verdaderos positivos y los falsos negativos, la ma-

yoŕıa de las clases es predicha de forma correcta, todav́ıa tiene un cierto

grado de confusión con algunas clases, como la clase carro tiene una confu-

sión del 15% con la clase camioneta, la clase bicicleta tiene una confusión

del 10% con la clase persona y del 6% con la clase motocicleta que pueden

afectar a la predicción, esto se da por el ambiente en el que se desarrolló el

conjunto de datos y la forma del objeto.

Del resultado de la clasificación de objetos se demuestra que la RNC ResNet

101 arroja mejores predicciones que ResNet 50 en la detección de objetos,

y se muestran los resultados en las siguientes figuras 4.26, 4.27, 4.28 y 4.29.

En los resultados se logra visualizar que las 7 clases son detectadas mediante

un proceso de desfragmentar la imagen en 50 parches, dejando 4 clases con

resultados erróneos en la predicción de objetos.
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Figura 4.26: Clasificación 1 ResNet 101.

Figura 4.27: Clasificación 2 ResNet 101.
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Figura 4.28: Clasificación 3 ResNet 101.

Figura 4.29: Clasificación 4 ResNet 101.

Otro aspecto importante es la iluminación que tiene el objeto, provocan-

do que no sea correctamente detectado, debido a la sombra que el objeto

tiene.
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Por último, las clases árbol, camino, camioneta, cielo, cono y semáforo tie-

nen una exactitud de 80%, siendo la cuarta mejor red para la detección de

las 11 clases.

4.6. VGG16

En esta sección se hablará al respecto de los resultados obtenidos en

el entrenamiento y validación de la RNC VGG16 durante un total de 75

épocas, dando como resultado que pasando de la época 40 se acerca casi al

80% como se muestra en la figura 4.30, puedo decir que con un conjunto de

datos más grande podŕıa incrementarse la exactitud de la validación.

Figura 4.30: Gráfica de exactitud de la red VGG16.

Respecto a las pérdidas, como se muestra en la figura 4.31, el conjunto

de datos que se ingresó a la RNC, se obtuvieron pérdidas entre 0.8 y 1.7 al

igual que con la exactitud vaŕıa por la cantidad de imágenes ingresadas y

podŕıa acercarse más a las pérdidas de entrenamiento.
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Figura 4.31: Gráfica de pérdidas de la red VGG16.

De las gráficas anteriores también se calculó el resultado de la matriz

de confusión como se muestra en la figura 4.32, arrojando los siguientes

resultados que podŕıan tomarse como positivos en esta red.

Figura 4.32: Matriz de confusión VGG16, los renglones es el esperado y las

columnas es lo real.
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Comenzando con los verdaderos positivos, ya que en la mayoŕıa de las

clases predice de forma correcta, todav́ıa tiene un cierto grado de confusión

con algunas clases, como podŕıa ser las clases carro y camioneta. En los fal-

sos positivos las clases, camioneta y carro tienen el 12% de confusión, esto

se da por el ambiente en el que se desarrolló el conjunto de datos y la forma

del objeto.

Dentro de los falsos negativos, las clases bicicleta y persona tienen un 12%

de confusión al predecir el objeto, esto se debe a que dentro de las imáge-

nes del conjunto de datos el aprendizaje profundo encuentra similitud en

el análisis repetitivo de las imágenes, suponiendo que pertenece a una clase

que no es correcta.

Del resultado de la clasificación de objetos se demuestra que la RNC VGG16

arroja mejores predicciones que ResNet 101 en la detección de objetos, y se

muestran los resultados en las siguientes figuras 4.33, 4.34, 4.35 y 4.36. En

los resultados se logra visualizar que las 7 clases son detectadas mediante

un proceso de desfragmentar la imagen en 50 parches, dejando 4 clases con

resultados erróneos en la predicción de objetos, dentro de cada figura se

visualizan objetos que debeŕıan ser reconocidos, y como se explicó con la

matriz de confusión hay objetos que confunde con otra clase muy similar al

objeto como carro - camioneta, persona - bicicleta y motocicleta - bicicleta.
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Figura 4.33: Clasificación 1 VGG16.

Figura 4.34: Clasificación 2 VGG16.
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Figura 4.35: Clasificación 3 VGG16.

Figura 4.36: Clasificación 4 VGG16.

Otro aspecto importante es la iluminación que tiene el objeto, provocan-

do que no sea correctamente detectado, debido a la sombra que el objeto

tiene.
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Por último, las clases árbol, camino, camioneta, cielo, cono, persona y semáfo-

ro tienen una exactitud de 80%, siendo la tercera mejor red para la detección

de las 11 clases.

4.7. VGG19

En esta sección se hablará al respecto de los resultados obtenidos en

el entrenamiento y validación de la RNC VGG19 durante un total de 45

épocas, dando como resultado que pasando de la época 30 se acerca al 80%

como se muestra en la figura 4.37, puedo decir que con un conjunto de datos

más grande podŕıa incrementarse la exactitud de la validación.

Figura 4.37: Gráfica de exactitud de la red VGG19.

Respecto a las pérdidas, como se muestra en la figura 4.38, el conjunto

de datos que se ingresó a la RNC, se obtuvieron pérdidas entre 0.7 y 1.4 al

igual que con la exactitud vaŕıa por la cantidad de imágenes ingresadas y

podŕıa acercarse más a las pérdidas de entrenamiento.
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Figura 4.38: Gráfica de pérdidas de la red VGG19.

De las gráficas anteriores también se calculó el resultado de la matriz

de confusión como se muestra en la figura 4.39, arrojando los siguientes re-

sultados que podŕıan tomarse como positivos en esta red. Comenzando con

Figura 4.39: Matriz de confusión VGG19, los renglones es el esperado y las

columnas es lo real.

los verdaderos positivos, ya que en la mayoŕıa de las clases son predichas

de forma correcta, todav́ıa tiene un cierto grado de confusión con algunas

clases, como podŕıa ser las clases carro y camioneta. En los falsos positi-
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vos la clase carro y camioneta tienen el 11%, de confusión, esto se da por

el ambiente en el que se desarrolló el conjunto de datos y la forma del objeto.

Dentro de los falsos negativos, las clases motocicleta y bicicleta tienen un

6% de confusión al predecir el objeto, esto se debe a que dentro de las

imágenes del conjunto de datos el aprendizaje profundo encuentra similitud

en el análisis repetitivo de las imágenes, suponiendo que pertenece a una

clase que no es correcta.

El resultado de la clasificación de objetos se demuestra que la RNC VGG19

arroja mejores predicciones que VGG16 en la detección de objetos, y se

muestran los resultados en las siguientes figuras 4.40, 4.41, 4.42 y 4.43.

Figura 4.40: Clasificación 1 VGG19.
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Figura 4.41: Clasificación 2 VGG19.

Figura 4.42: Clasificación 3 VGG19.
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Figura 4.43: Clasificación 4 VGG19.

En los resultados se logra visualizar que las 11 clases son detectadas

mediante un proceso de desfragmentar la imagen en 50 parches, dentro de

cada figura se visualizan objetos que debeŕıan ser reconocidos, y como se

explicó con la matriz de confusión hay objetos que confunde con otra clase

muy similar al objeto como carro - camioneta, persona - bicicleta y motoci-

cleta - bicicleta.

Otro aspecto importante es la iluminación que tiene el objeto, provocan-

do que no sea correctamente detectado, debido a la sombra que el objeto

tiene.

Por último, las clases árbol, camino, camioneta, cielo, cono, persona y semáfo-

ro tienen una exactitud de 80%, siendo la segunda mejor red analizada para

la detección de las 11 clases.

En la tabla 4.1 se mostrarán los resultados resumidos de la predicción espe-

rada mediante porcentaje que tuvo cada una de las RNC con las 11 clases a

clasificar.
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Tabla 4.1: Resultados de las predicciones de cada RNC

Clase AlexNet LeNet5 ResNet50 ResNet101 VGG16 VGG19

Árbol 97.25% 74.76% 98.12% 77.08% 80.61% 94.55%

Bicicleta 94.46% 74.75% 93.58% 91.58% 94.11% 95.71%

Camino 98.29% 90.57% 99.04% 94.29% 96.62% 98.23%

Camioneta 93.21% 59.47% 91.60% 82.90% 88.15% 88.33%

Carro 90.15% 60.73% 91.94% 83.96% 84.74% 89.50%

Cielo 100.00% 96.90% 99.50% 99.67% 93.19% 97.70%

Cono 98.23% 88.64% 98.07% 95.49% 95.14% 95.08%

Motocicleta 94.21% 69.81% 93.13% 91.62% 93.54% 91.67%

Persona 95.12% 60.09% 89.72% 75.88% 75.38% 88.33%

Semáforo 96.60% 76.10% 97.68% 93.69% 92.79% 94.77%

Señal 97.60% 72.74% 97.59% 93.92% 93.64% 93.48%
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Conclusiones

El AP se está volviendo parte de nuestra vida cotidiana, cada vez la IA

nos rodea y a la vez nos beneficia para facilitar las actividades que realiza-

mos, el claro ejemplo lo tenemos con la conducción autónoma, la cual es una

aplicación de la IA.

La conducción autónoma ha disminuido los accidentes viales, ha aumen-

tado el tiempo de productividad de las personas que usan estos veh́ıculos.

Las tecnoloǵıas que se aplican en estos veh́ıculos también han avanzado jun-

to con esta aplicación, al igual que las RNC. Con esto puedo concluir el

incremento exponencial que este campo ha tenido mediante las diferentes

técnicas y métodos que se aplican, logran mejorar los resultados para la de-

tección, localización y clasificación de los objetos que captan mediante los

sensores de visión.

También las diferentes formas de procesar las imágenes del sensor han avan-

zado, como se sabe hay RNC que se dedican a una sola aplicación u otras

redes que realizan varios procesos en una sola red, podŕıa dejar el tema

abierto en el que el d́ıa de mañana los veh́ıculos de conducción autónoma

dentro de los ambientes por los que pasen funcionen sólo con sensores de
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visión, dejando atrás los distintos sensores que permiten la trayectoria en

los ambientes por los que transcurre.

Por consiguiente, la construcción de un conjunto de datos puedo decir que

es el punto más importante para obtener buenos resultados en una RNC,

ya que si el conjunto, tiene defectos, o fallas en las imágenes a procesar los

resultados serán incorrectos, de este punto se pueden realizar diferentes pro-

cesos para la adquisición del conjunto.

El aplicar las diferentes redes de aprendizaje profundo para la detección

de objetos me abre la mente a pensar en diferentes aplicaciones en las que

se podŕıa utilizar, al igual para las nuevas redes que vienen por delante

y seguirán evolucionando su arquitectura y el procesamiento de las carac-

teŕısticas.

Por último, se reconoce el buen funcionamiento de las RNC, ya que de

las diferentes arquitecturas que existen se destaca las redes AlexNet y VGG

por su funcionalidad en la detección de objetos, aunque en las 11 clases que

se teńıan fueron las que mejor procesaron y clasificaron de forma correcta

la mayoŕıa de los objetos.

La mayoŕıa de las clases teńıan confusión con las clases carro y camione-

ta por la similitud de caracteŕısticas que tienen las dos clases o la clase

persona y bicicleta por el hecho de tener a una persona montado en una

bicicleta, y la última confusión que se desarrolló fue con la clase bicicleta y

motocicleta al igual que carro y camioneta fue por la similitud de las formas

y figuras que tienen las motocicletas y bicicletas.
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jillo, “Una revisión sistemática de métodos para localizar automáti-
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